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INTRODUCCION



Patrones de asociacion

Propésito

e |dentificar asociaciones de interés en un conjunto de datos.

e La versiéon mas estudiada es la identificacion de patrones frecuentes.

Origen

e Mining Association Rules Between Sets of Items in Large Databases

Rakesh Agrawal, Tomasz Imielinski, Arun Swami [2]



Patrones de asociacion

Aplicaciones

e Anilisis de la cesta de la compra.

Encontrar grupos de alimentos frecuentes en las compras de los clientes.

e Aniélisis de web logs.

Identificar subconjuntos de logs frecuentes o poco frecuentes.



Patrones de asociacion

Ejemplo

COMPRAS
Productos

fondant, azdcar, colorante
fondant, revistas, libros
azucar, revistas, libros
fondant, azlcar, revistas, libros

U‘I-h(,\)l\)l—lc

fondant, azdcar, colorantes, libros




Patrones frecuentes

Definicion del problema

Universo (U)
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Patrones frecuentes

Ejemplo

e Productos de la compra

up; = fondant, u, = azlcar, us = colorante, us = revistas, us = libros
e Transacciones e Matriz del problema
T, = {U17 u, Ua},
To = {u1, ug, us}, un U U3 Uy Us
T3 = {u27u4,u5}, T]_ 1 1 1 0 0
Ty = {uy, tp, ug, us}, T, 1 0 0 1 1
T5:{u17u2,u37uS} T3 0 1 0 1 1
T 1 1 0 1 1
Ts 1 1 1 0 1




Patrones frecuentes

Algunas definiciones

e Un itemset es un conjunto de uno o mas items.
e Un k-itemset es un itemset de k elementos.

e El soporte o cobertura de un itemset /, sup(/), se define como la
fraccion de transacciones que contienen a / como subconjunto.

e Un itemset frecuente es aquel cuyo soporte es igual o superior a un
umbral establecido previamente.

e Un itemset frecuente / es maximal a un cierto nivel de soporte
minimo minsup si | es frecuente y ningun superconjunto de / es fre-
cuente.



Patrones frecuentes

Ejemplo
e Matriz del problema e Algunos soportes
hh U U3 Uy Us
m 1 1 1 0 0 I'={u, w2} = sup(l)=3/5
> 1 0 0 1 1 I ={w,u} = sup(l)=2/5
Im 0 1 0 1 1 I ={u,u3,us} = sup(l)=0
Ty 1 1 0 1 1
s 1 1 1 0 1




Patrones de asociacion

Propiedades

¢ Propiedad de antimonotonia del soporte
El soporte de cualquier subconjunto J de | es mayor o igual que el
soporte de /. Es decir:

Vi,J:J C I = supp(J) > supp(l)

¢ Propiedad de clausura descendente del soporte
Todo subconjunto J de un conjunto frecuente / es también frecuente.

e De lo anterior se sigue que si un itemset no es frecuente, tampoco lo

seran los itemset que lo contengan.



REGLAS DE ASOCIACION




Reglas de asociacion

Definicion

e Una regla de asociacién es una correspondencia entre itemsets. Si
X e Y son dos itemsets, la regla que asocia a X con Y se escribe:

X =Y

X es el antecedente de la regla e Y el consecuente.

e Algunos ejemplos:

{revistas} — {libros}
{libros} — {revistas}
{azdcar, fondant} — {colorante}
{fondant} — {azdcar, colorante}
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Reglas de asociacion

Medidas de evaluacion

e El soporte de una regla de asociacion se define como la proporcién
de transacciones que contienen al antecedente y al consecuente de la
regla. Es decir:

supp(X — Y) = supp(X UY)

e La confianza de una regla de asociacién se define como la pro-
porcién de transacciones que se cumplen cuando se puede aplicar la

regla. Es decir:
supp(XUY)

conf(X = Y) = supp(X)

11



Reglas de asociacion

Ejemplo

e Productos de la compra

up; = fondant, u, = azlcar, us = colorante, us = revistas, us = libros

e Matriz del problema .
e Soporte y confianza

th W U3 Uy Us

X = {libros}, Y = {revistas}

T 1 1 1 0 O
. 1 0 0 1 1 supp(X = Y) = supp(XUY)
T, 0 1 0 1 1 ks
T, 1 1 0 1 1 = go=0
T 1 1 1 0 1 X Y
5 conf(X = Y) = supp(X = Y)
supp(X)
= 3/—5 =0.75

4/5
12



Reglas de asociacion

Observaciones

e La confianza de la regla X — Y es una estimacién de la probabili-
dad condicional de Y dado X obtenida de las frecuencias relativas de
apariciéon de X e Y.

e Los resultados de un analisis de asociacién en un aplicacidén concreta
deben tomarse con cautela. Del hecho de que una regla X — Y tenga
una alta confianza no se deriva directamente que X sea la causa de Y.
La regla muestra la ocurrencia simultanea de X e Y, pero no que X sea
la causa e Y la consecuencia.
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Reglas de asociacion

Propiedades

e Propiedad de monotonia de la confianza

Sean /I, Xi, X; itemsets tales que X; C X, C [. Se tiene que:

conf(Xy — I — Xy) < conf(Xy — | — X3)
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Reglas de asociacion

Descripcion del problema

e Dados un universo U, un conjunto de transacciones T y dos valores
minsupp € [0,1], minconf € [0, 1] encontrar todas las reglas de aso-
ciacién X — Y que cumplan

1. Soporte minimo
supp(X — Y') > minsupp
2. Confianza minima

conf(X — Y) > minconf
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ALGORITMOS PARA
PATRONES FRECUENTES



Algoritmos para patrones frecuentes

Busqueda exhaustiva

e Generar todas las reglas de asociacion que pueden obtenerse desde el
universo U.

e Calcular el soporte y la confianza de cada regla teniendo en cuenta el
conjunto de transacciones T.

e Almacenar las reglas que superen los umbrales minimos minsupp y
minconf .
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Algoritmos para patrones frecuentes

Buasqueda exhaustiva. Ejemplo

¢ Reglas derivadas del conjunto de items {fondant, revistas, libros}.

Regla de asociacion Soporte Confianza

{fondant} — {revistas, libros} 2/5 =0.40 2/4 =0.50
{revistas} — {fondant, libros} 2/5 =0.40 2/3 = 0.66
{libros} — {fondant, revistas} 2/5=0.40 2/4 = 0.50
{fondant, revistas} — {libros} 2/5 =0.40 2/2 =1.00
{fondant, libros} — {revistas} 2/5=0.40 2/3 = 0.66
{revistas, libros} — {fondant} 2/5=0.40 2/3 =0.66
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Algoritmos para patrones frecuentes

Busqueda exhaustiva. Observaciones

e Con un conjunto de items de tamafo tres se obtienen seis reglas.

e Si el conjunto tiene k elementos, el nimero de reglas que pueden
obtenerse es 2K — 2.

e La magnitud de la tarea a la que se enfrenta la blsqueda exhaustiva
se refleja en los datos de la siguiente tabla:

k 2k 2
2 2
4 14
8 126
15 32766
20 1048574
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Algoritmos para patrones frecuentes

Busqueda exhaustiva. Otras observaciones

e Todas las reglas anteriores tienen el mismo soporte, ya que han sido
construidas desde el mismo conjunto de items.

e Sin embargo, la confianza varia, ya que depende de la distribucién de
los ftems en el antecedente y consecuente de las reglas.

e Por tanto, la bisqueda de reglas que cumplan los requerimientos
minimos de soporte y confianza puede desarrollar en dos etapas.
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Algoritmos para patrones frecuentes

Busqueda exhaustiva mejorada.

e Generar los conjuntos frecuentes.

Encontrar los conjuntos de items cuyos soporte sea mayor o igual que
minsupp.

e Construir las reglas de asociacion.

Para cada uno de los conjuntos obtenidos en la etapa anterior, encontrar
las reglas de asociacién que tienen una confianza mayor o igual que
minconf .
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Algoritmos para patrones frecuentes

Generacion eficiente de los conjuntos frecuentes.

e Para generar los conjuntos frecuentes es conveniente usar las propiedades
de antimonotonia y clausura descendente del soporte.

e De ellas se deduce que si un conjunto de items no es frecuente, tam-
poco lo serdn los conjuntos que lo contengan.

e De esta manera se poda el arbol de busqueda y se incrementa la

eficiencia de la generacion de conjuntos frecuentes.
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Algoritmos para patrones frecuentes

Algoritmos Apriori

datos: T, transacciones
entrada: minsupp, umbral de soporte minimo
variable: Cj, k-items candidatos a ser frecuentes
variable: Fy, k-items frecuentes
salida: Uf;l Fi, conjuntos frecuentes de items
propodsito: Encontrar eficientemente los conjuntos frecuentes de items

propuesta: Aplicar inteligentemente la propiedad de clausura descen-
dente del soporte.
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Algoritmos para patrones frecuentes

Algorithm 1: Apriori(transacciones: T, soporte minimo: minsupp)

k=1;
F; = {conjuntos de 1-itemsets frecuentes};
repeat

Generar Ciy1 uniendo pares de elementos de Fy;
Podar los itemsets de Ci1 que violen la clausura descendente;
Determinar Fjy1;
k=k+1;
until (F, = 0);
return (Ufle (3

24



Algoritmos para patrones frecuentes

Algoritmos Apriori. Ejemplo

e Transacciones

Uy U U3 Uy Us
T, 1 1 1 0 O
T, 1 0 0 1 1
T3 0 1 0 1 1
T, 1 1 0 1 1
Ts 1 1 1 0 1

e Soporte minimo: minsupp = 3/5
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Algoritmos para patrones frecuentes

Algoritmos Apriori. Ejemplo

e |teracion 1.-

e Conjuntos de tamaiio 1 candidatos a ser frecuentes.

G

{n} {w} {us} {ws} {us}
4/5 4/5 2/5 3/5 4/5

e Conjuntos frecuentes de tamaiio 1.
F

{un} {w} {ua} {us}
4/5 4/5 3/5 4/5
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Algoritmos para patrones frecuentes

Algoritmos Apriori. Ejemplo

e |Iteracion 2.-

e Conjuntos de tamaio 2 candidatos a ser frecuentes.

G

{U17u2} {u17u4} {u1>u5} {U27U4} {UQ,U5} {U47U5}
3/5 2/5 3/5 2/5 3/5 3/5

e Conjuntos frecuentes de tamaiio 2.

F>

{u, o} {ur,us} {wo,us}  {us, us}
35 3/5  3/5 3/
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Algoritmos para patrones frecuentes

Algoritmos Apriori. Ejemplo

e |teracion 3.-

e Conjuntos de tamaiio 3 candidatos a ser frecuentes.

G
{U]_,U2,U5} {U]_,U47U5}
2/5 275

e Conjuntos frecuentes de tamaiio 3.

No hay.
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Algoritmos para patrones frecuentes

Algoritmos Apriori. Ejemplo

e Conjuntos frecuentes de items.-

Conjunto  Soporte

{wm}  4/5
{w}  4/5
{ua}  3/5
{us}  4/5
{U]_,U2} 3/5
{uy, us} 3/5
{U2,U5} 3/5

{U4,U5} 3/5
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Algoritmos para patrones frecuentes

Generacion de reglas

e Definicion del problema. Dado un conjunto frecuente de items,
encontrar todas las reglas que pueden derivarse de él cuya confianza
supere el umbral minimo minconf.
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Algoritmos para patrones frecuentes

Generacion de reglas

e Dado un conjunto frecuente / de items, las reglas que pueden derivarse
de él tienen la forma X — / — X, con X C [.

e Si | ={A,B, C,D}, se obtienen las siguientes reglas:
R, : {A} - {B,C,D}; R: {B} - {A,C,D};
R;:{C} = {A,B,D}; Ry: {D} = {A B, C};
Rs: {A, B} — {C,D}; Rs: {A,C} — {B,D};
R;: {A,D} — {B,C}; Rs:{B,C} - {A D},
Ry:{B,D} = {A C}; Rio: {C,D} — {A, B};
Ri1:{A,B,C} —» {D}; Ri»:{A,B,D} — {C};
Ri3: {A,C,D} — {B}; Ria: {B,C,D} — {A};
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Algoritmos para patrones frecuentes

Generacion eficiente de las reglas

e Para generar las reglas es conveniente usar la propiedad de monotonia
de la confianza.

Seandosreglas Ry : X1 =1 — X1, Ro: Xo = [ — X5, con Xy C X, C .
Se cumple que:

si conf(Ry) < minconf = conf(Ry) < minconf

e De esta manera se poda el 4rbol de blsqueda y se incrementa la
eficiencia de la generacion de las reglas.
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Algoritmos para patrones frecuentes

Generacion eficiente de las reglas

BCD — A, regla de baja confianza

ABCD - {)

& \
%
i \
7 \

|BCD-A | \ [acD—B | md-c | ABC-D

1

_______ 7 \
AD-BC | [AC—BD [AB-CD|

|cD—AB | [BD-AC| BC-AD

1

1
|
\

\

D-ABC | |C—ABD |  B—ACD

A-BCD

1
1
-= Reglas de baja confianza
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OTRAS MEDIDAS DE
EVALUACION




Otras medidas de evaluacion

Numero y relevancia de las reglas de asociacion

e El nimero de reglas de asociaciéon que cumplen los requerimientos
minimos de soporte y confianza puede facilmente ser del orden de miles
o millones en aplicaciones reales.

e Muchas de ellas no tienen interés practico al no revelar ninglin patrén
novedoso.

e Por otro lado, las conclusiones derivadas de la confianza de una regla
pueden ser débiles.
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Otras medidas de evaluac

Tipos de medidas

e Medidas objetivas: basadas en valores obtenidos desde los datos.
Son independientes de la aplicacién y del usuario.

e Medidas subjetivas: dependientes de la aplicacién y del usuario.

e Visualizacién: herramientas para la interaccién del usuario con el
sistema de extraccidn de reglas que le permitan interpretar y descartar
los patrones que no son de su interés.

e Procedimiento basado en plantilla: devuelve tinicamente las re-
glas de asociacién que cumplen la plantilla especificada por el usuario.

e Medidas subjetivas de interés: indicadas por el usuario y depen-
dientes de la aplicacion.
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Otras medidas de evaluac

Medidas objetivas. Tabla de contingencia

B B
it fo | A+

> >

for  foo | for
fri fro | N

e A, B: variables.

e f11, nimero de veces que aparecen conjuntamente Ay B.
e f1p, nimero de veces que aparece A, pero no B.

e fo1, nimero de veces que no aparece A, pero si B.

e foo, nimero de veces que no aparecen ni A ni B.

e N, nimero total de observaciones.
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Otras medidas de evaluacion

Tabla de contingencia. Ejemplo (i)

Café No café

Té 150 50 200
No té | 650 150 800
800 200 1000

e Regla: Ry : Té — Café
e Soporte: supp(R;) = 0.15.
e Confianza: conf(R;) = 0.75.

e Conclusion: quiénes beben té tienden a beber café.
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Otras medidas de evaluacion

Tabla de contingencia. Ejemplo (ii)

Café No café

Té 150 50 200
No té | 650 150 800
800 200 1000

e Es una conclusién errénea porque:

e |os bebedores de café, independientemente de si toman o no té, son
el 80% de los consumidores,

e los bebedores de café son el 75% de los bebedores de té.

e Es decir, conocer que una persona bebe té hace que disminuya la
probabilidad de que beba café.
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Otras medidas de evaluacion

Medidas objetivas de interés

o Lift a0 .
Lift(X — Y) = conf(X = Y)
supp(Y)
e Se tiene que:
Lift(X — v) = —SppXUY) N

supp(X) - supp(Y) — fii - fia
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Otras medidas de evaluacion

Medidas objetivas de interés

e Interpretacion del Lift

Lift(X — Y) =1, si X e Y son independientes
Lift(X — Y) <1, si X e Y estdn negativamente correlados
Lift(X — Y) > 1, si X e Y estdn positivamente correlados

40



Otras medidas de evaluacion

Medidas objetivas de interés

e Limites del Lift

P P ro.r
g | 880 50 | 930 s |20 50 70
g| 50 20| 70 5|50 880 | 930
930 70 | 1000 70 930 | 1000
Lift(p — q) = 1.02 Lift(r — s) = 4.08

e Aunque p y g aparecen juntos el 88% de las veces, su lift es 1.02
(estadisticamente independientes). Sin embargo, aunque r y s aparecen
juntos solo el 20% de las veces, su lift es 4.08.

e Notese, no obstante, que la confianza de p — g es igual a 94.6% vy la
confianza de r — s es 28.6%.
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Otras medidas de evaluacion

Lift frente al soporte y la confianza

confidence

Scatter plot for 5668 rules

09

08

07

06

05 7

T T T T
0.005 0.01 0.015 0.02
support

lift
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Otras medidas de evaluacion

Confianza frente al soporte y lift

Scatter plot for 5668 rules

T T T T
0.005 0.01 0.015 0.02
support

09

- 08

o7

- 06

confidence
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Otras medidas de evaluacion

Soporte frente a lift y confidence

confidence

Scatter plot for 5668 rules

09
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002

0015

~ 001

 0.005

support
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